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1 Zpracování přirozeného jazyka

Cílem počítačové lingvistiky a především její části, zpracování přirozeného jazyka (natural language processing, NLP) je porozumění přirozenému jazyku (ať už v jakékoliv míře a bez ohledu na vlastní cíl) s pomocí počítače. Aplikace NLP zahrnují například morfologické značkování, pokročilé metody opravy chyb v textu, automatickou syntaktickou analýzu, kategorizaci dokumentů nebo jejich sumarizaci či extrakci informace z nich, dolování v textu či hypertextu(text mining), automatické překlady nebo systémy pro komunikaci s počítačem v přirozeném jazyce.


V tomto tutorialu se budu věnovat jen těm oblastem NLP, jimž trochu rozumím, ostatní pominu nebo zmíním jen letmo. Proto a jen proto se budu věnovat zpracování textu, a nikoliv řeči, jakkoliv je to oblast pro metody strojového učení významná. Ze stejného důvodu budu muset vynechat  metody generování textu.


Induktivní metody učení z příkladů (dále jen strojové učení nebo učení) se dají použít a též se používají ve většině nahoře zmíněných aplikačních oblastech NLP.  Kromě jejich přehledu uvedu též výhody těchto metod oproti metodám statistickým. Bude-li to možné, budou jednotlivé přístupy demonstrovány na zpracování českého jazyka.

Strojové učení

Metody strojového učení (machine learning) [2] můžeme rozdělit na tři základní typy. Klasifikační metody (učení s učitelem, supervised learning) slouží k nalezení popisu konceptu na základě příkladů a protipříkladů daného konceptu. Učení bez učitele (unsupervised learning) je obecnější metodou shlukové analýzy. Hledá rozdělení příkladů  do skupin navzájem podobných. Třetí z nejobvyklejších metod učení jsou deskriptivní úlohy. Cílem je nalezení logické formule, která platí pro některou podmnožinu množiny příkladů. Sem patří například asociační pravidla.


Budeme se zabývat především úlohami klasifikačními, a to učením z instancí (instance-based learning), bayesovskm učením, učením založeném na transformacích (transformation-based learning) a induktivním logickým programováním.

2 NLP a zjednoznačňování na základě kontextu
Po fázi předzpracování textových dat (např. nalezení hranic vět) se obvykle analýza přirozeného jazyka dělí do tří etap. Morfologická analýza slouží k  nalezení struktury a morfologické kategorie daného slovního tvaru (např. rod, číslo a pád u jmen nebo osoba, čas a způsob u sloves), základního tvaru slova či jeho vzoru. Syntaktická analýza se zabývá rolí jednotlivých slov ve větě. V tomto tutoriálu se též zmíním o mělké syntaktické analýze (shallow parsing), jejímž výstupem není úplný syntaktický strom, ale jen rozdělení věty na jmenné, slovesné případně předložkové fráze. Sémantická analýza studuje význam slov ve větě, význam vět v dokumentu nebo celých dokumentů. 


Mnoho z těchto úloh se dá popsat jako úlohy desambiguační.  Například známe-li pro daný slovní tvar všechna možná morfolgická čtení (získáme je např. pomocí morfologického analyzátoru), můžeme podle slov v levém a pravém kontextu určit správnou morfologickou kategorii tohoto slovního tvaru. Jiným příkladem je zjednoznačňování významu slov (např. slovo koruna má v češtině nejméně tři významy). 

3 Kategorizace dokumentů a extrakce informací z textu

Metody zpracování textu uvedené v této a následující kapitole si kladou cíle jiné než úplnou analýzu jazyka. Často však některou z metod uvedených nahoře – nejčastěji morfologické zjednoznačňování a povrchovou syntakjtickou analýzu - využívají. 


Kategorizací dokumentů rozumíme automatickou klasifikaci dokumentů nejčastěji do dvou tříd zajímavé/nezajímavé. V této z nejúspěšnějších aplikací strojového učení v NLP se nejčastěji používá některá z variant bayesovského klasifikátoru [2]. Na základě oklasifikované učicí množiny dokumentů a podle výskytu významných slov v dokumentech je vytvořen klasifikátor, který často dosahuje přesnosti přesahující 90%. 


Extrakci informací [1] můžeme chápat jako krok následující po vytřídění zajímavých dokumentů. V nejčastější variantě se jedná o naplnění předem dané struktury na základě dané množiny dokumentu. Příkladem je extrakce důležitých informací o nabídkách pracovních míst (obor, plat, místo, nutné podmínky) z oznámení zasílaných elektronickou poštou.

4 Text mining

Text mining [3] neboli dolování znalostí z textu má podobné cíle jako dolování znalostí z databází. Specifika textové domény však s sebou nesou i specifické metody řešení. Už samotný krok předzpracování dat je náročnější. Není divu že se při něm používají metody uvedené nahoře, např. kategorizace dokumentů pro nalezení kvalitní kolekce dokumentů, zjednoznačnění významu slov a extrakce informací nebo shlukování termů pro redukci informace. Cílem může být dolování uvnitř dokumentu nebo dolování přes celou kolekci dokumentů, např. sumarizace celé nalezené kolekce dokumentů nebo  naopak znalost, která se objevuje jako velmi významná jen v malé podmnožině této kolekce.

5 Závěr

V přednášce budou uvedeny příklady aplikace strojového učení pro zpracování dokumentů především v  českých textech tak, jak byly řešeny v Laboratoři zpracování přirozeného jazyka FI MU. Jde zejména o morfologické zjednoznačňování jako příklad klasifikační úlohy, opravy českého korpusu jako příklad úlohy deskriptivní, povrchovou syntaktickou analýzu a extrakci informací z textu. Další informace k tomuto tématu lze najít na http://www.fi.muni.cz/~popel/nll
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Annotation:

Natural language processing (NLP) aims at employing computers for natural language understanding. We focus here on application machine learning in NLP, namely on instance-based learning, Bayesian methods, transformation-based learning and inductive logic programming. Different disambiguation tasks will be discussed including morphological disambiguation and word-sense disambiguation. In the second part we will introduce application of  learning for document categorization and information extraction from collection of documents. We conclude with text mining.  We will present the results obtained with NLP and machine learning in NLP Lab FI MU.

